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摘要：强化学习中探索可以提升全局优化策略的概率，但探索过于盲目又面临学习低效的风险，因此本文在好奇心探索奖励机制上引入先验知识导向其方向，实现了基于好奇心探索奖励设计（Directional Exploration Constraint, DEC）的深度强化学习算法。该方法引入积极和消极的游戏结果分类知识，并以游戏状态图像表示。在对好奇心探索奖励的处理中，设计了基于先验知识衰减的好奇心奖励，从而引导智能体在稀疏奖励环境中既能保持探索机制获得未知策略学习的机会，又能提升盲目探索的效率。在Atari环境的Kangaroo游戏上，所提DEC算法与内生好奇心模型算法（ICM）进行了评估，实验表明所提算法能取得更高的环境得分。
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Abstract:Reinforcement learning is widely used in artificial intelligence fields such as system decision-making. With its powerful performance, it can solve a large number of intelligent decision-making problems in complex scenarios. But the sparse and delayed rewards hinder the agent's strategy learning. This paper proposes a reward shaping method that introduces prior knowledge to the curiosity exploration reward mechanism（DEC）. This method introduces knowledge about the classification of positive and negative game results, which is represented by game images of state. In the processing of exploration rewards, an exploration reward based on the attenuation of prior knowledge is designed to guide the agent in sparse reward environment. It maintains the exploration mechanism to obtain opportunities for unknown strategy learning, and improves the efficiency of random exploration. In the Kangaroo game, the proposed DEC algorithm and the intrinsic curiosity model algorithm (ICM) are evaluated. Experiments show that the proposed algorithm can achieve higher environmental scores.
Key words: Agent decision-making; Reinforcement learning; Reward shaping; Direction curiosity reward.
0 引言
随着人工智能的发展，深度强化学习在自动驾驶等智能体决策领域发挥着越来越重要的作用。但奖励稀疏和延迟[1~3]仍制约着深度强化学习中智能体的学习性能[4][5]，深度强化学习仍表现出耗时高[1~3]、无法学习策略等现象。奖励设计（又称奖励构造，Reward shaping）[3]，指为提供给智能体稠密的奖励反馈而构造非环境奖励函数的方法[5]，是缓解奖励稀疏和延迟带来的学习性能低下问题的主要方法之一。它分为基于经验协作的奖励设计，即强调引入人类的先验知识[6~8]来设计额外的奖励函数；以及基于探索的奖励设计，即设计鼓励智能体对未知环境信息探索的奖励机制，提升智能体学习到未知策略的概率，从而优化智能体的全局（long-term）学习性能[9]。
基于探索（Undirected exploration）的奖励设计[10]，能通过奖励探索引导智能体对环境状态新的应对策略进行尝试，以期提高策略获取稀疏奖励的概率。如SAC-X模型[11]利用辅助任务帮助智能体学习复杂的行为，RND算法[12]为智能体探索引入探索性奖励，引导智能体的学习。基于情节记忆的好奇心奖励模型[13]（Episodic Curiosity module，EC模型），利用情节记忆单元存储智能体经历过的部分游戏状态，比较智能体在执行完一次动作后的当前状态和记忆单元中全部状态的最小距离，作为状态相似度，根据相似程度的大小来衡量智能体好奇心探索奖励的大小，实现智能体的探索奖励设计。Pathak[14]提出一种基于好奇心的探索方法，即内生好奇心模型（Intrinsic Curiosity Model，ICM），该模型基于近端策略优化算法[19]（Proximal policy optimization，PPO）引入好奇心探索奖励。然而，基于探索的奖励设计存在智能体盲目探索的效率低的问题[9]。本文在ICM机制之上，研究如何降低盲目探索风险的奖励设计机制及强化学习算法
1 好奇心奖励模型（ICM）
好奇心是一种探索奖励机制，目的是引导智能体的学习，好奇心奖励是探索奖励的一种。内生好奇心模型[14](Intrinsic Curiosity Model，ICM）基于近端策略优化算法[19]（Proximal policy optimization，PPO）引入好奇心探索奖励，包含前向状态预测网络和逆向动作预测网络，两者共享相同的状态编码，如图1所示，前向网络输入t时刻的状态向量[image: image2.emf]
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和动作[image: image4.emf]
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，预测下一时刻的游戏状态向量[image: image6.emf]


𝜙(𝑠!"#)  










，逆向动作预测网络输入执行动作[image: image8.emf]


𝑎!  










前后的游戏图像[image: image10.emf]


𝑠!  










和[image: image12.emf]


𝑠!"#  










，预测智能体的动作[image: image14.emf]


𝑎!  










。使用逆向网络目的是通过图像预处理以滤除无关的环境噪声。环境变化包括三种类型：智能体执行动作导致游戏状态发生转移；游戏规则比如游戏中的障碍物、攻击等导致游戏状态转换，该变化不受智能体控制但会影响智能体的决策；既不可控也不影响智能体决策的噪声因子，比如树叶和云彩的飘动。因此利用逆向网络的状态编码滤除第三种与智能体决策无关的噪声变量，提取去噪后的编码向量如下图所示：
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图1 ICM模型前向、逆向子模块
Fig. 1 Forward and inverse modules of ICM model
ICM模型中处于状态[image: image17.emf]
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的智能体按照策略[image: image19.emf]


π(s)  










执行动作[image: image21.emf]


𝑎!  










，和环境交互后游戏状态变成[image: image23.emf]


𝑠!"#  










。经过编码后得到[image: image25.emf]


𝜙(𝑠!), 𝜙(𝑠!"#)  










，在策略[image: image27.emf]


𝜋(𝑠)  










下智能体和环境互动获得[image: image29.emf]


(𝑠!, 𝑎!, 𝑠!"#)  










。ICM模型中状态编码将游戏图像[image: image31.emf]


𝑠!  










编码成[image: image33.emf]


𝜙(𝑠!)  










，逆向预测模块的输入是第一个模块编码编码后的两个连续状态向量[image: image35.emf]


𝜙(𝑠!), 𝜙(𝑠!"#)  










，模型预测智能体的动作[image: image37.emf]
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,如下公式所示，[image: image39.emf]


𝑎"!  










是预测的动作：

                         (1-1)
[image: image42.emf]


𝑎"!  










是预测的动作,[image: image44.emf]


𝜃!  










是网络参数，损失函数是[image: image46.emf]


𝐿!  










：

                             (1-2)
前向网络的输入是当前时刻[image: image49.emf]
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智能体的状态编码向量[image: image51.emf]


𝜙(𝑠!)  










和动作[image: image53.emf]


𝑎!  










,输出是下一时刻[image: image55.emf]


𝑡 + 1  










的状态向量，其中[image: image57.emf]


𝜙"(𝑠!"#)  










是[image: image59.emf]


𝜙(𝑠!"#)  










的预测值，从而获得前向网络的损失函数[image: image61.emf]


𝐿! "𝜙(𝑠"), 𝜙((𝑠"#$))  










：

                      (1-3)

              (1-4)
最后好奇心奖励[image: image65.emf]


𝑟!"  










，其中[image: image67.emf]


𝜂 > 0  










，是比例因子：

                     (1-5)
前向预测模块输入[image: image70.emf]


𝜙(𝑠!)  










，和[image: image72.emf]


𝑎!  










预测下一时刻状态向量[image: image74.emf]


𝜙"(𝑠!"#)  










。处于状态[image: image76.emf]


𝑠!  










的智能体按照策略π执行动作[image: image78.emf]


𝜙(𝑠!)  










，和环境交互得到状态[image: image80.emf]


𝑠!"#  










。将预测网路预测值[image: image82.emf]


𝜙"(𝑠!"#)  










和实际值[image: image84.emf]


𝜙(𝑠!)  










，间的预测误差作为好奇心奖励[image: image86.emf]


𝑟!"  










。如果预测误差越大表明当前状态对智能体的信息量越大，好奇心奖励就越大。
2 方向探索模块
方向探索模块（Directional Exploration module，即DE模块）是对探索奖励[image: image88.emf]


𝑟!"  










进行修正。方向探索器是一个二分类网络，输入智能体的游戏图像[image: image90.emf]


𝑠!，  










输出对当前状态的判断结果，分成两类，一类是当前状态下智能体处于危险中，比如智能体摔落丢失生命的图像、被攻击丧命的图像，被人类认为是失败的行为轨迹中大概率出现的状态，属于负样本[16]，另一类就是在环境中探索的图像，比如智能体收获了果实的图像、爬上梯子进入下一楼层的图像等，被人类认为是成功的轨迹中的游戏状态属于正样本[16]。通过人类的经验和知识，利用人工标签对游戏图像鉴别，得到分类数据集。
以是否符合人类对图像好坏的认知[17] [18]作为判断标准，尤其是规避大量危险策略，比如丢失生命等，判断智能体的探索是否产生偏离，确定是否需要调整ICM模型的好奇心奖励。方向探索模块本质上是一个二元分类器。其中方向探索模块的结构如图2所示，游戏图像经过神经网络处理得到状态向量[image: image92.emf]


φ(𝑠!)  










，作为分类网络[image: image94.emf]


D(φ(𝑠!))  










中全连接层的输入。
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图2 方向探索模块结构
Fig. 2 Direction exploration module
使用CNN结构实现智能体的状态编码，将游戏图像作为输入，通过四层卷积对图像特征进行提取，每一层网络分别使用3*3的卷积和2*2的池化层，最后输出的特征向量连接四层全连接层，负责产生方向探测信号，是一个二分类器。CNN的第i层卷积层输入为[image: image97.emf]


𝑥!  










，conv()表示3*3的卷积，pool()表示2*2的池化过程，采取最大值池化，其中第i层的计算公式表示为：
                        
               (2-1)
                       
        (2-2)
智能体在状态[image: image101.emf]


𝑠!  










时执行动作[image: image103.emf]


𝑎!  










后转移到状态[image: image105.emf]


𝑠!"#  










，形成样本([image: image107.emf]


𝑠!, 𝑎!, 𝑠!"#  










)。执行动作[image: image109.emf]


𝑎!  










后的游戏图像作为输入，经过CNN后的游戏状态向量后的得到[image: image111.emf]


φ(𝑠!"#)  










，输入全连接层，其中全连接层的参数是[image: image113.emf]


𝑊!  










和[image: image115.emf]


𝑏!  










，输出的特征向量经过全连接层，使用[image: image117.emf]


𝑅𝑒𝐿𝑈  










作为前两层的激活函数，[image: image119.emf]


𝑠𝑖𝑔𝑚𝑜𝑖𝑑  










作为最后一层的激活函数如下：
[image: image121.emf]


𝑠𝑖𝑔𝑚𝑜𝑖𝑑(𝑥) = !
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                            (2-3)
[image: image123.emf]


φ(𝑠!"#)  










经过全连接层的输出，如下公式所示：
                  
          (2-4)
                  
                         (2-5)
  
                         (2-6)
   
                     (2-7)
然后通过最小化交差熵损失函数来训练方向探索模块[image: image129.emf]


D(𝑠!, 𝑎!, 𝑠!"#)  










，对当前的好奇心探索进行分类，方向探索模块的损失函数是：
[image: image131.emf]


𝐿!"𝑠"#$, 𝑘"%& = −𝑘"% log(D)− (1−𝑘"% )log(1 −D)  










                 (2-8)

其中D表示[image: image133.emf]


𝐷(𝑠!"#)  










，是一个二分类网，[image: image135.emf]


𝑘!"  










是智能体当前游戏状态样本的标签，0表示符合正确的探索方向
，1表示相反。方向探索模块根据经过人类标注的图像数据实现网络的预训练。预训练得到方向探索模块[image: image137.emf]


𝐷(𝑠!"#)  










后，智能体执行动作[image: image139.emf]


𝑎!  










影响游戏环境发生改变成为[image: image141.emf]


𝑠!"#  










，图像[image: image143.emf]


𝑠!"#  










输入探测器分类网络，判断生成的好奇心探索奖励是否要衰减。网络的输出结果分成两种，当[image: image145.emf]


D(𝑠!"#) = 0  










，说明符合正确的探索方向不需要对好奇心奖励衰减，否则对产生的好奇心奖励进行衰减，修正后的好奇心奖励如公式(4-12)所示，[image: image147.emf]


𝛾  










为0.5。

                         (2-9)
方向好奇心探索借助基于人的先验知识标注样本，训练分类网络识别需要衰减的好奇心奖励，减少无用的好奇心奖励对智能体策略的更新。方向探索模块的目的是获取奖励衰减信号，从内部修正好奇心奖励，调整好奇心奖励对智能体学习的影响，基于方向好奇心奖励的深度强化学习算法（DEC）的模型结构如图3所示。
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图3 基于方向性探索的好奇心模型结构
Fig. 3 Curiosity module structure based on directional exploration

方向探索模块在是通过对好奇心奖励信号进行修正，从内部来指导智能体的探索方向，修正后的好奇心奖励信号[image: image151.emf]


𝑟!" = 𝛾 ∗ 𝑟!"  










由公式(4-14)中ICM模型产生的好奇心奖励与衰减因子相乘所得。[image: image153.emf]


𝑟!"  










表示环境奖励，最终的总奖励如公式其中[image: image155.emf]


𝜃! = 1  










，[image: image157.emf]


𝜃! = 1  












                            (2-10)
3 实验分析
3.1 实验参数配置
不同的游戏环境及其特点如表1所示，经典控制环境包含一些基本的简单控制任务，比如CartPole-v1和MountainCar-v0，状态空间和动作空间都是由简单的向量构成。Mujoco可以设计个性化的机器人模型，具有复杂的状体空间和连续的动作空间，主要用于模拟连续的机器人控制任务。Atari中包含丰富的游戏场景，从Pong到Kangaroo难度逐步增大，具有复杂的状态空间和离散的动作空间，适合进行算法的优化，因此本文选择Gym平台中的Atari游戏场景作为实验环境。
表1 Gym平台的游戏环境

	游戏环境
	类型
	特点
	应用场景

	Classical control
	简单控制任务
	离散的状态和动作空间，由单一向量构成，游戏难度低
	算法测试

	Mujoco
	机器人控制任务
	状态空间复杂，连续控制任务
	机器人控制

	Atari
	智能体决策
	游戏种类丰富，难度跨度大，离散的动作空间
	适合算法优化和性能测试


本文使用Atari的游戏验证算法的有效性，stella是Atari的开源仿真器，包含街机风格的射击游戏、棋盘类别游戏和复杂的动作冒险游戏。本文选择动作冒险游戏游戏Kangaroo作为实验环境，相较于其他的游戏场景，Kangaroo有以下挑战：（1）Kangaroo是2D的平面游戏，具有稀疏和延迟的环境奖励符合对仿真环境的要求；（2）Kangaroo具有18个离散的动作，相比于射击、棋牌游戏具有更多的动作空间；（3）该场景包含不同的房间楼层，大部分冒险动作类游戏都具有类似的结构，可以代表一类游戏，具有一定的通用性；（4）游戏中存在障碍物，智能体通关的策略相对复杂，具有一定的难度度和挑战。
Kangaroo作为一个具有挑战性的游戏，包含稀疏的环境奖励，具备较为复杂的空间结构，智能体的学习难度大。Kangaroo环境分不同关卡，并且每一关卡包含三到四个不同的楼层，智能体需要不断进入新的楼层，触碰到关卡目标点通过关卡。在环境中有几个不同类别的物体：（1）梯子，它们是用来帮助智能体在不同楼层间移动，这些通道是进入不同楼层的唯一途径；（2）果实奖励，它可以被智能体收藏增加环境得分；（3）敌人和障碍物，比如怪物以及怪物发出的子弹攻击，如果不幸被击中这将导致智能体生命的损失或整个轨迹的终止
。
在Atari游戏中验证本文的DEC算法对基础ICM模型的性能提升，在实验中智能体的策略更新只使用ICM模型提供的好奇心奖励，以验证DEC模型中经处理后的好奇心奖励对智能体学习效果的影响。本文的基线算法是ICM模型，其中策略函数和值函数网络都是CNN结构。在策略学习过程中，智能体的奖励好奇心奖励[image: image160.emf]


𝑟!"  










，其中的学习速率0.00025，DEC模型的探测信号[image: image162.emf]


µ  










衰减参数取值0.5。
3.2 实验结果分析
实验的数据集是使用Stella采集的Kangaroo游戏图像共计2727张游戏图像，其中完全剔除Gym由于环境原因闪烁导致的袋鼠目标消失的图像，其中值得正确的好奇心奖励导致的游戏图像数据，正样本数量1417张，衡量标准是智能体在完成游戏任务实现通关的必经状态，以及获取额外果实等奖励的图像，例如图4所示。负样本是智能体丧失生命或遇到障碍被阻挡的状态图像，以及与通关策略相违背的智能体动作图像如图5，共计1310张。
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图4 Kangaroo正样本示例
Fig. 4 Positive sample example of Kangaroo

[image: image164]
图5 Kangaroo负样本示例
Fig. 5 Negative sample example of Kangaroo
在GPU上训练分类网络，训练集、验证集、测试集分别是1909张、409张和409张图像，每一次网络更新的batch_sizes是64，每次训练之前都会对buffer中的batches进行重新随机排序，使用学习率为0.001的Adam Optimizer。在经过80轮的训练迭代后，分类模型的训练集和测试集的准确率分别是99.42%和92.91%，如图6所示。
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图6 方向探索模块的准确率曲线
Fig.6 Accuracy curve of direction exploration module
在完成方向探测网络的预训练后，在ICM模型基础上得到DEC智能体，通过实验对比基础ICM智能体，DEC智能体在游戏Kangaroo中的表现，如图7其中纵坐标表示在稀疏奖励设置下，智能体一个Episode内获得的平均环境奖励[image: image167.emf]
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得分，横坐标是训练的步长。由图7可知在稀疏的奖励环境下，基础ICM智能体略得分7左右，无法达到10，较难进入第二层，而改进后的DEC智能体得分10以上，能够一定程度上更加靠近果实。相比之下DEC智能体在经过40M的训练后有一定概率爬上第二层获得果实。
在当前奖励设置下，环境奖励如果小于10则智能体无法稳定爬上第二层，获得果实，如果环境奖励在10到20之间说明智能体能够爬上第二层获取果实，但是智能体都无法超过20甚至到达终点接触到小袋鼠，原因在于，第一由于环境本身的图像闪烁问题，将影响分类网络识别的准确率和效率，导致智能体出现进入到第二后探索速度变慢，并且网络无法保证百分之百的准确识别。第二由于该环境中存在大量频繁的障碍物和炸弹攻击，尤其在爬楼梯过程中智能体几乎很难躲避攻击，限制了智能体的生命时长，导致探索不充分严重影响学习效果。但是，通过对比实验仍然发现DEC智能体相比于ICM智能体得分更高，展现出新方法的有效性
。
综上，对比ICM智能体和DEC智能体在游戏Kangaroo中的表现，DEC智能体相比于ICM智能体环境奖励得分高出4分，说明了方向探索模块对ICM智能体中的好奇心奖励的优化起到正向的作用。
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图7 不同算法模型性能对比
Fig. 7  Performance comparison of different algorithm models
4 结论

本文分析目前已有的好奇心奖励设计的缺点，提出方向探索模块以优化好奇心奖励设计，在内生好奇心模型ICM模型基础上优化奖励方向衰减（DEC）。基于智能体的好奇心奖励，提出基于方向好奇心探索奖励设计的深度强化学习。对探索方向分类完成方向好奇心探索奖励设计，并通过不同智能体之间的对比实验验证新方法的有效性。
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�增加方向探索模块的参数细节描述，增加了公式描述


�增加新方法的模型图示，清晰表达模型的结构


�增加不同仿真环境的对比介绍，解释选择本环境进行实验的原因


�增加对环境选择的解释说明


�增加实验的细节分析和描述，进一步论证新方法的有效性
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