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摘要：随着电脑游戏这种娱乐方式的逐渐发展，人工智能已经成为构建游戏交互内容的一种重要方式和技术，为了在游戏中构建具有足够说服力的人工智能角色，许多重要的技术被运用到游戏当中，近年来使用最频繁的行为树在大规模人工智能构建中优于层级状态机（HFSM）等早期使用的人工智能技术 ，但是行为树的构建需要具备丰富的业务经验和花费大量成本。本文提出一种基于增强学习算法（Q-Learning）的行为树实现方式，这种方法能够在行为树的构建过程中确认AI逻辑行为分支的最佳执行点，帮助分析与优化行为树的原型设计，实现自动化的行为树设计。
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An enhanced behavior tree design and implementation for Non-Player Characters in computer games
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Abstract: Artificial intelligence has become an increasingly important aspect of computer game technology to create interactional game content. In order to construct persuasive intelligent characters, more and more important technologies have been used in computer games. Recently behavior tree has been frequently used in this area, and it’s more suitable than hierarchical state machine when scaled up, however, the design and creation of behavior trees requires experience and effort. This research introduces an enhanced behavior tree, which uses reinforcement learning as a method for tree design. This technology can assist game developers in identifying the most appropriate moment to execute each branch of AI logic, analyze and optimize early behavior tree prototypes and automate tree design.
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0 引言

游戏人工智能在电脑游戏发展的初期，只是作为游戏逻辑中一个比较复杂的环节来模拟，随着人工智能技术日趋发展和游戏相关技术的日趋成熟，游戏人工智能已经成为决定游戏成败的关键因素之一，现代游戏技术中人工智能已经成为游戏开发技术中一个重点研究方向。行为树在本世纪初进入人们视野之后一直活跃在游戏人工智能技术的大舞台上，比如像《光环2》这样的游戏作品就用到了行为树这一人工智能技术。行为树为解决游戏中的非玩家角色行为决策问题提供了有效解决手段。
然而行为树的设计需要设计者具有丰富的游戏设计经验并且花费大量的时间和精力，不好的行为树设计可能导致游戏角色行为异常，从而破坏游戏玩家的沉浸式体验。本文提出一种新的Q学习行为树，将增强学习算法应用到行为树设计中，这种方法可以通过Q学习帮助设计者判断行为树分支的最佳执行场景，并将学习结果存储在行为树结构中，从而帮助设计者完成行为树的设计。实验数据表明Q学习行为树带来的好处是多方面的：更简洁的行为树设计、更有效的避免代码冗余、更优化的行为树。
1 相关研究
1.1 行为树

行为树是一种改进并替代有限状态机的数据结构。有限状态机是一组状态以及这些状态根据条件互相进行转换的一组规则[1]。有限状态机可以用于描述非玩家角色的智能行为，但是当角色需要处理的状态逐渐增多时，有限状态机将因为规模的爆炸性增长变得非常难以理解和维护。

有限状态机引起的状态组合爆炸通常通过使用层级状态机可以得到一定程度的缓解，在层级状态机里非玩家角色的行为被分解为多个小任务，然而层级状态机仍然用到大量状态转换，同样难于管理[2]。
行为树与层级状态机一样将行为分解为多个层级，高层级的行为由多个低层级的行为分支组成。在每次执行更新时，行为树会进行一个深度优先遍历，直到底层叶节点返回成功或者状态转为“执行中”（running）。根据这种遍历机制，需要为行为树设定优先级别，比如躲避危险可能比与队友通话有更高的优先级，这种行为在设计的时候可能需要放在行为树更偏左的分支上。
在标准行为树里，行为树由决定逻辑走向与执行方式的组合节点以及行为节点组成，其中行为节点包含几种执行状态：成功（success）、失败（fail）、执行中（running）。决定逻辑走向的组合节点通常包含多个子节点，这些子节点可以是行为节点和组合节点，组合节点的状态由子节点的状态以及它本身的组合逻辑决定，常用的组合节点有顺序节点（Sequence）和选择节点（Selector）。
顺序节点决定子节点必须是按序执行的，通常由左至右执行，并且所有子节点都返回success状态才算执行成功，如果某个子节点返回了fail，那么此顺序节点也返回fail，这种逻辑类似逻辑学里的与。选择节点也是按序验证执行，只要某一个子节点执行返回success则该选择节点执行成功，类似逻辑学里的或。
另外一种常用的节点是条件节点（condition），一般作为Sequence节点的子节点，作为子节点序列执行的一个先决条件，对环境或者代理状态进行测试。这种预测试可以在执行昂贵计算之前进行预测判断，如果不符合条件可以避免执行该节点，节省昂贵的计算资源。
1.2 机器学习与行为树
目前，已经有研究将机器学习应用到行为树中，却很少有实现自动化操作和优化行为树实现的研究。Baumgarten和Colton [3]将遗传算法应用到行为树中，使用遗传算法控制行为树的生成和优化，并成功运用到游戏《DEFCON》中。
Perez [4]将基于语法演变（grammatical evolution）[5]的基因编程方法应用于行为树，使得这种行为树可以用于自动生成《超级马里奥》的游戏关卡。该研究发现初始语法对于生成行为树过于灵活，于是衍生出一种新的版本，使用AND-OR树结构，这种结构交替使用Selector节点和Sequence节点组成的层。
案例推理（Case Based Reasoning, CBR）是一种基于经验解决新问题的方法[6]，Flórez-Puga将CBR应用到行为树中，使得可以从知识库中动态获取行为[7]。这个过程需要为行为节点添加一个附加的函数，这个函数可以根据当前代理的状态，从知识库中查找以前访问过的相同或者类似的状态，加载相应的行为。CBR技术生成经验记录的方式是手动的，而与此类似的增强学习却是自动创建经验知识。
1.3 Q学习

Q学习[8]用于解决不确定环境下的学习问题，即利用一个能感知环境的自治的代理，通过学习选择能达到目标的最优动作。Q学习创建并维护一张表，表里维护某个状态采取某个行动的评估值，并给代理一个负责将状态和奖励关联起来的函数，然后将该奖励值累计回评估值。这样通过在环境中不断获取奖赏信号，逐渐对评估值进行改进和优化。
学习每一个状态动作对的奖赏评价值为 Q(s, a)，Q(s, a)是执行动作a后获得的累计回报值。在做决策时只需要比较状态s下执行每个动作a的Q值即Q(s, a)即可明确状态s下的最优策略，不需要考察状态s的所有后续状态。代理在环境状态s下选择动作a，并观察瞬时奖赏r和新状态s’并按公式（1）更新Q值：
Q (s, a) = (1-α)Q(s, a) + α[r + γmaxQ(s’, a’)]       （1）
其中：
Q(s, a)为当前状态-动作对的评估值；
Q(s’, a’)为后续状态-动作对的评估值；
r为s状态执行a动作得到的瞬时奖励；
α为学习率，即新Q值对当前Q值的改进程度；
γ为折算因子，决定未来可能的奖励与当前奖励的重要程度比例。
动作的选择可以预先定义一个策略，比如贪婪、ε贪婪、softmax[9]等。贪婪策略每次都会选择最优的评价值采取行动，即优先选取最佳原则，但在学习初始阶段，由于经验数据比较少，Q值不能准确表示正确的奖励值，如果一味采取最高值的动作，可能导致总沿着一条路径执行而无法得到其他潜在更优解的问题。ε贪婪鼓励探索而不是一味的贪婪，通过引入一个随机概率选择其他可能的动作，可以平衡这种探索性和贪婪策略。本文采用ε贪婪策略来进行动作选择。
2 Q学习行为树
本文将增强学习的概念与行为树的概念相对应，Q学习系统由状态、动作、奖励函数组成，每个代理的内部状态实际上由诸多状态值组合而成，这些状态值组合产生一个状态，然后将这个状态应用到Q学习算法中。
在Q学习中，最大深度的sequence节点被看做一个动作，因为它将低层级的动作组合起来并按序执行。每个sequence节点在首个子节点之前都包含一个条件节点。在Xiaoqin的研究中[10]，将最低层级的行为作为原子的动作并将层级增强学习算法应用在其上，该实验证明了，这种结构可以有效降低设计和创建代理的逻辑代码量。本研究应用增强学习的方法与上述方式有所不同，目的在于帮助游戏AI设计者减少一开始需要设计的节点数量，特别是条件节点的数量。
2.1 概述

算法的输入是一棵行为树，首先分析树并找到最深的sequence节点，这些节点将作为增强学习中的动作，在Q值表中建立对应Q值。主表将根据动作分割成子表，最高Q值的状态将置入行为树的对应条件节点中，作为Q条件节点代替原来的条件节点。最后根据最大Q值对节点的子节点进行重新排序，从而对整个行为树进行重构和优化。

2.2 建立知识

Q学习算法是在预处理阶段进行的，算法生成用于决策的经验数据，后面会根据这些数据决定代理当前状态下将执行哪个动作。这会引起后续Q条件节点对条件节点的代替。Q条件节点是一个简单的查找表，其中包含所有高可用（高Q值）的状态，通过这些状态可以确定对应的动作。
生成的Q值表很容易被分割成子表，行为树的动作将对应到相应动作的Q值子表。子表根据Q值从高到低进行排序，然后根据参数从中挑出相应百分比的最高Q值的状态。图1展示了这个过程：将表根据动作划分成子表，放到Q条件节点中代替条件节点。后续算法将根据参数过滤到只剩下一定百分比的最高Q值的对应状态。

[image: image2]
图1 根据Q值向行为树中插入Q条件节点
Fig.1 Inserting Q-values into behavior tree

2.3 Q条件节点
Q条件节点中包含对应动作的高可用状态查找表，当行为树执行到该节点的时候，首先将代理的当前状态和表中的状态进行比对，如果有表中存在对应状态则执行后续子节点，否则查找失败，返回失败状态。
图2表示从Q学习阶段产生的Q值里提取Q条件节点的伪代码。没有进化处理的行为树条件节点会在每次执行时都去对当前环境状态进行测试，根据测试结果决定是否可执行，而Q条件节点根据先验知识确定动作是否可执行。

[image: image3]
图2 挑选最优Q值放入Q条件节点中
Fig.2 select best states into Q-condition node

举个例子，假设序列节点执行动作0，而对应的Q条件节点中包含状态A，在游戏中动作0的含义可以是“逃跑”，而状态A的含义可以是“血量低”，算法的执行结果是当状态为“血量低”时执行“逃跑”是可以的。这个结果和设计一个条件节点用于检测环境设定的效果是一致的。而后者需要在行为树中设置一个条件节点用于执行该检测，而经过Q学习优化的Q条件节点只需要检测状态表里是否包含这个状态即可。

2.4 重排树拓扑

在Q条件节点成功加载之后，表里的第一个元素是此动作对应最大Q值的状态，将这个最大Q值存入Q条件节点的父节点，用于后续的对子元素进行排序。图3展示了重排序的过程，定义了一个reorderChidren函数，递归地遍历行为树直到最深的sequence节点的上一级，然后将此节点的子节点按照它们的最大Q值从大到小进行排序，而该节点的最大Q值设置为第一个排序后的第一个子节点的最大Q值。

[image: image4]
图3 对行为树的节点进行重排序
Fig.3 reorder behavior tree’s nodes

3 三种行为树比较
接下来的仿真实验的目的在于优化改进输入的行为树，使用常规的行为树应用场景去验证经过Q学习算法优化过的行为树。本仿真实验创建多个代理，一部分代表猎物，一部分代表猎食者，作为输入的行为树目的是要让猎物能够最大限度的生存下去，而Q学习中的奖励函数的设计也是鼓励那些获得生存机会的行为。 

3.1 代理

猎食者代理由一个简单的有限状态机构成，状态机包含两个状态：巡逻和攻击。当有猎物进入猎食者附近领域，猎食者从巡逻状态进入攻击状态，随机选择一个闯入领域的猎物开始进行追逐，当最终追上并猎杀掉目标猎物之后或者最终被猎物甩掉之后，状态恢复到巡逻状态，即随机的在环境地图中游走。

实验中放置100个猎物代理和20个猎食者代理，每个猎物包含有限个动作，这些动作组织在如图4所示的行为树中。


[image: image5]
图4 原始输入行为树
Fig.4 initial input behavior tree

动作定义如下：

逃跑：沿一个路径远离最近的猎食者代理；

寻求庇护：向最近的庇护所移动；

觅食：向最近的觅食区移动；

进餐：当处于觅食区的时候，每次执行此动作增加HP值；

群聚：根据附近其他代理的位置和方向移动；

漫步：向代理前方某个随机点移动；

冲锋：攻击最近的猎食者；

援护：帮助一个附近的猎物攻击最近的猎食者。

行为树的根节点为一个选择节点，下面分为三个分支：撤退、游荡和攻击。最左边的撤退分支具有最高的执行优先级，这是在初始行为树设计时根据猎物的生存优先原则考虑的。撤退包含两个执行分支：逃跑和寻求庇护。游荡分支分为两个子分支：进食（包含觅食和进餐两个子分支）和探索（包含群聚和漫步两个分支），此分支用来定义猎物在没有受到生命威胁的情况下采取的行动。最后一个分支是攻击行为，这个分支的优先级最低，因为猎物设定为不具攻击性但是必要时会进行自我防卫。

猎食者和猎物之间的互动可能产生多种影响，而不是仅仅简单的猎物每次都从狩猎者的控制领域里逃离。这就需要定义这些代理之间的互动规则，假设每个代理的健康度HP（hit point）为100点，代理之间的碰撞效果规则如下：

猎食者代理在攻击状态下与猎物代理碰撞对猎物代理造成7点伤害；

猎物代理执行冲锋或援护行为时与猎食者代理碰撞对猎食者代理造成5点伤害；

狩猎者代理之间以及猎物代理之间内部发生碰撞不会造成伤害。

3.2 区域

实验地图环境中包含两种特殊的区域：觅食区和庇护所。这两种区域的设置在一定程度上对猎物产生帮助。

觅食区是模拟猎物进食的区域，猎物在这个区域里可以“进餐”，这样可以回复HP值。而庇护所提供一个猎食者无法进入的区域，这样除了一味的躲避猎食者的追捕，猎物还可以有其他的行为选择。

3.3 猎物状态和奖励

对每个猎物代理赋予一个感知的属性系统，由一个状态值的集合构成，其中包含显性的属性（根据自身的属性）和隐性的属性值（根据对环境的观察），实验中每一帧都将对属性系统进行更新。这些属性值包括：

HP：空、低、中等、高；

附近同盟数：无、低、中等、高；

距最近觅食区的距离：0（表示已经在觅食区内）、近、中等、远；、

距最近庇护所的距离：0（表示已经在庇护区内）、近、中等、远；

距最近猎食者的距离：0、近、中等、远；

每个属性值被分成低、中等、高这样的离散值，将这些离散数值综合起来得到一个最终的整数，作为该猎物代理的状态索引值。

奖励规则定义在一个预定义的状态-动作对表中。实验中规定当代理的HP消耗殆尽，任何进一步的动作将得到惩罚-10。当代理的HP为低，距最近庇护所距离为近，距最近猎食者距离为近，则执行寻求庇护动作会得到15的奖励。表1展示了所有规定奖励值以及奖励条件，未出现的情况默认奖励为0。

表1  状态-动作对奖励规则
Tab. 1 rewards for state-action pairs
	HP
	N
	Df
	Dh
	De
	action
	reward

	0
	-
	-
	-
	-
	-
	-10

	L
	-
	-
	L
	L
	寻求庇护
	15

	L
	-
	0
	-
	-
	进餐
	10

	L
	-
	L/M/H
	-
	-
	觅食
	5

	L
	-
	-
	H
	L
	撤退
	1

	H
	H
	-
	-
	-
	冲锋
	0.6

	M/H
	M
	-
	-
	-
	援护
	0.5


注：表中N表示附近同盟数，Df表示距附近觅食区距离，Dh表示距附近庇护所距离，De表示距最近猎食者距离，L表示低/近，M表示中等，H表示高/远。

在游戏设定中，对非玩家角色行为选择越符合人类认知的行为逻辑，则该非玩家角色的智能性越高，那么奖励的设定应该更加倾向于符合人类认知的行为逻辑，比如猎物在受到猎食者追击时，如果距离庇护所比距离觅食区更近的话，代理应该更倾向于选择逃向庇护所。

3.4 实现和可视化

本文进行了三组仿真实验，每组执行100次，并记录下实验结果。猎物和猎食者的初始位置是随机分布在世界地图中，满足以下任何条件则一次实验结束：所有猎物到达庇护所；猎物全部死亡；狩猎者全部死亡；执行超时（超过7500次循环）。

第一组实验使用标准行为树，第二组使用贪婪策略的Q学习行为树，第三组实验使用带Q条件节点的Q学习行为树，每组实验均记录如下结果：生存下来的猎物数；生存下来并处于庇护所中的猎物数；猎物的平均HP；生存下来的猎食者数量；猎食者的平均HP。

Q学习的预处理阶段执行1000000次迭代，学习率（α）和折算因子（γ）均设置为0.9，ε-贪婪策略的ε参数设置为0.3。学习只在预处理阶段执行，在每组实验的实际执行阶段则不继续进行学习。

试验阶段贪婪Q学习的猎物代理根据最大Q值进行决策，而Q学习行为树的猎物代理会将Q条件节点代替行为树的条件节点，并且选取一定百分比的最高Q值状态，这个百分比设为50%，这些状态放入Q条件节点的状态子表中。

某些情况下猎物代理不采取任何动作，因为所有的Q条件节点都不存在与当前状态匹配的状态，即行为树的执行结果为执行失败。这种状况一般处理方法是添加一个默认行为分支，本实验即采取这种方法，定义一个随机行走动作，并总是返回成功。这样做有两个好处：一是让猎物显得更智能，让游戏更具真实感；二是让猎物在世界中游荡可以更频繁的对猎物进行状态更新，以免猎物总是与Q条件节点包含的状态不匹配。
4 结果与分析
4.1 重组的行为树

图5展示了经过学习后重新排序的行为树，注意游荡行为被赋予最低的优先级，这和初始行为树不同，可以看出学习阶段的结果倾向于认为群聚和漫步对生存下来这个目标来说作用更小。另一个变化是攻击分支被赋予更高的优先级，并且援护的优先级高于冲锋，说明猎物的攻击行为更倾向于被动反击。图中节点的问号表示行为决策是由子节点的执行结果所决定的。

[image: image6]
图5 重组的输入行为树
Fig.5 reordered behavior tree
4.2 存活下来的猎物数量
表2显示了大多数猎物在实验结束都存活了下来，使用Q学习算法的代理存活下来的相对少一点，而使用Q学习行为树的代理平均存活数量最多。另外，行为树和Q学习行为树的标准差相对较小且两者比较相近，说明两种行为树的性能相似。

4.3 到达庇护所里的猎物数量

表3给出了各组实验到达庇护所的猎物的平均数量。行为树和Q学习行为树达到庇护所的猎物相对较多，但是标准差也相对较大，说明结果变动范围较大，而使用Q学习算法的猎物代理平均到达庇护所的数量则相对较少。表现最好的是使用Q学习行为树的猎物代理，平均有47%的猎物最后到达了庇护所，数目几乎是使用标准行为树的两倍，但是标准差比标准行为树要小，所以Q学习行为树的表现完胜标准行为树。

表2  猎物的平均存活数量
Tab. 2 mean results for alive prey
	
	BT
	QL
	BT with QL

	平均存活猎物数量
	84.41
	79.13
	86.5

	标准差
	3.44
	5.33
	3.52


注：表中BT表示使用标准行为树的代理，QL表示使用Q学习算法的代理，BT with QL表示使用了Q学习的行为树。
表3  到达庇护所的猎物平均数量
Tab. 3 mean results for alive prey
	
	BT
	QL
	BT with QL

	到达庇护所的猎物平均数量
	27.4
	8.75
	47

	标准差
	15.96
	4.48
	7.1


注：表中BT表示使用标准行为树的代理，QL表示使用Q学习算法的代理，BT with QL表示使用了Q学习的行为树。

4.4 存活下来的猎食者数量

表4给出了猎食者代理最后存活的数量，这是一个比较有意思也能说明算法差异的结果。可以看出，使用标准行为树的猎物，不会杀死任何猎食者，每次实验这20个猎食者都存活了下来，与此形成鲜明对比的是使用贪婪策略的Q学习算法，最后几乎所有猎食者都被猎物杀死。使用Q学习行为树，平均有少于5%的猎食者被杀死，剩下猎食者均存活了下来。也就是说Q学习行为树的猎物代理倾向于尽量避免攻击猎杀者，但是并不像标准行为树那样完全不对猎杀者进行攻击，而是在必要时刻施加攻击，比如同伴遭到猎杀者攻击的时候进行援护。这个数据可以与Q学习行为树的攻击行为分支里的援护行为的高Q值进行对照，经过Q学习以后重组的行为树的援护行为比冲锋行为Q值要高很多。

表4  猎食者的平均存活数量
Tab. 4 mean results for alive predators
	
	BT
	QL
	BT with QL

	猎食者的平均存活数量
	20
	0.82
	19.01

	标准差
	0
	0.869
	1.08


注：表中BT表示使用标准行为树的代理，QL表示使用Q学习算法的代理，BT with QL表示使用了Q学习的行为树。

5 结论
本文提出了一种新的Q学习行为树，将Q学习应用到行为树的构建中。实验结果表明，使用Q学习在行为树设计和实现上将为游戏设计者带来诸多好处，在某些场景中Q学习树与标准行为树表现相当，而另一些场景下表现更好，一个值得改进的地方在于状态空间的设计和精简。对于游戏开发者人工设计行为分支的执行条件，创造出令人信服和有效的人工智能是一件困难且容易出错的事，而使用Q学习行为树可以帮助游戏开发者设计出更符合直觉、更健壮的人工智能。
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Sequence节点





[] getBestStates(action, percent, qValues)


{


	foreach(state in stateSpace)


	{


		q = qValues.GetQValue(state, action)


		if(q > 0)


		results.add(state, action, q)


	}


	sort(results) by descending Q value


	numValues = results.size * (pct/100)


	return results[0]...results[numValues]


}





reorderChildren()


{


	foreach(child in children)


	{


		if child is a deep sequence node


		return


		else


		child.ReorderChildren()


	}


	sort(children) by maximum Q value


	this.SetQValue(children[0].maxQValue)


}
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